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Gin' a body meet a body
Flyin’ through the air.
Gin a body hit a body,

Will it fly? And where?
Ilka® impact has its measure,
Ne’er® a ane* hae® I,

Yet a® the lads they measure me,
Or, at least, they try.
\Rigid Body Sings"’

James Clerk Maxwell
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RESUMEN

En el drea de la fisica, las aplicaciones de nuevas herramientas computacionales
ha permitido un gran avance en las investigaciones cientificas, y este es el caso de la
fisica de materiales, en donde las simulaciones computacionales han tenido un papel
central desde hace décadas, siendo hoy una parte integral del area. Esto no solamente
ha provisto los medios para realizar complejos experimentos cientificos, sino también
ha permitido obtener resultados en forma cada vez mas eficiente.

En este seminario se presenta un método computacional para obtener informacién
sobre el desenlace de simulaciones de colisiones de granos porosos antes de que las
mismas finalicen. Utilizando un sistema de aprendizaje automatico se busca ahorrar
tiempo real de simulacién mediante la implementacion de algoritmos supervisados, los
cuales “aprenden” a categorizar las particulas constituyentes de una simulacion. Se
propuso primeramente etiquetar ciertos datos de entrenamiento de forma automaética,
haciendo uso de algoritmos de aprendizaje no supervisado més una regla heuristica
para definir un tiempo de finalizacion. Seguidamente, se entrend a los algoritmos de
aprendizaje supervisado mediante estos datos etiquetados y se evalud su capacidad
de generalizar las predicciones obtenidas del aprendizaje al categorizar el desenlace
de las colisiones en nuevas simulaciones.

Con la metodologia aqui propuesta se logra predecir el desenlace de 35 simulaciones
de distintos pardmetros generales y tamanos (con un 95% de aciertos en cada una)
ahorrando un 73.3% del tiempo total que tomaria ejecutarlas hasta el tiempo de

finalizacion.



1. INTRODUCCION

El desarrollo de nuevas tecnologias y el surgimiento de una vasta cantidad de he-
rramientas computacionales en estas ultimas décadas han permitido la exploracién
de areas del conocimiento nunca antes accedidas. En especial, las dreas cientificas se
han visto altamente beneficiadas por la implementacion de estas técnicas. Gracias
a los experimentos computacionales, se han podido reforzar teorias y experimentos,
obtener resultados de sistemas impracticables en un laboratorio, y abrir nuevas lineas
de investigacion sin precedentes, entre muchas otras cosas. Ademas, ha sido posible el
procesamiento de datos cientificos mediante programas computacionales de visualiza-
cion de datos, generadores de gréaficos, de analisis estadisticos por medio de lenguajes
de programacion, entre otros ejemplos. Esto permite no solamente que la herramienta
computacional provea los medios para realizar un experimento cientifico, sino también
un analisis y posible mejora de los resultados obtenidos.

Un ejemplo de este tipo de herramientas es el Aprendizaje Automatico, un area en
las Ciencias de la Computacién con diversas aplicaciones, entre ellas el area de la fisica
de materiales, y especificamente en el contexto de simulaciones numéricas. El éxito
del Aprendizaje automatico no solo se refleja en recientes publicaciones cientificas con
aplicaciones concretas [1-3], sino también en el surgimiento de distintas iniciativas
en varios lugares del mundo, de caracter institucional o privado, centradas en la
utilizacién de este tipo de algoritmos para acelerar y mejorar el estudio de materiales?
234y,

El presente seminario presenta resultados situados precisamente en la interseccion

del Aprendizaje Automaético y de una parte del ambito de la fisica de los materiales: se

Ihttps://www.mgi.gov/ 2https://citrine.io/research/open-citrination-platform/
Shttps://nomad-coe.eu/ “*https://www.nature.com/articles/d41586-019-00885-5



busca mejorar la eficiencia de simulaciones numéricas de fisica de materiales mediante

algoritmos de aprendizaje.

1.1 Antecedentes de la propuesta fisica

En las ultimas décadas, el estudio tedrico de la fisica de materiales se ha visto be-
neficiado gracias a la realizacion de simulaciones computacionales de sistemas fisicos.
Por ejemplo, se han estudiado impactos de proyectiles sobre materiales a diversas esca-
las y tamanos, siendo factible simular no sélo cuerpos grandes (escalas centimétricas)
tratados como un continuo, sino también interacciones de cada una de las particulas
constituyentes de los cuerpos simulados (escalas micro y sub-micrométricas).

La posibilidad de simular colisiones mediante una computadora permitio el estudio
de diversos materiales de impactos, como por ejemplo blancos granulares donde los
tamanos de granos son lo suficientemente grandes para despreciar las fuerzas cohesivas
entre ellos [5-8]. También ha sido factible simular impactos de materiales cohesivos
al tomar en cuenta la complejidad de las interacciones fisicas entre los granos que
lo constituyen, principalmente gobernadas por fuerzas de cohesiéon (Van der Waals),
fuerzas elasticas y fuerzas de friccién (de deslizamiento, de rodadura y de torsién).
Estas interacciones han sido formuladas y teorizadas por Dominik y Tielens [9].

Con la mira en aplicaciones de astrofisica, se publicaron diversos trabajos de codi-
gos computacionales para simulaciones de materiales porosos cohesivos teniendo en
cuenta los detalles de interaccion mencionados, por ejemplo el de Paszun y Domi-
nik [10] o Wada et al. [11-14], entre otros. La desventaja de tener en cuenta todas
las interacciones entre los granos constituyentes es la alta demanda computacional
de calculo, y por ende estos trabajos estuvieron limitados a sistemas de unos pocos
miles de ellos, lejos de situaciones realistas.

Un cédigo computacional mas eficiente y con un modelo mejorado de friccion fue

propuesto por Ringl et al. [15], quienes utilizando el software LAMMPS®, lograron

Shttps://1ammps.sandia.gov/



simular del orden de  10°® particulas en un solo procesador con las consideraciones
fisicas basicas. Para modelar los clusters, emplearon una estrategia de simulacion ya
ampliamente utilizada para simular colisiones granulares: Dinamica Molecular (MD).
La base de MD es resolver las ecuaciones de movimiento de Newton para un conjunto
de particulas que interactian a través de un campo de fuerza. Este método tiene
la ventaja de permitir incorporar las propiedades complejas de las interacciones del
polvo. Gracias a este trabajo y a la publicacién del cédigo utilizado por los autores, se
facilito el estudio y la exploracién de nuevas configuraciones de colisiones de materiales
pPOrosos.

El equipo de investigacién de Astrofisica e Impactos de Clusters de SiMAF (Si-
mulaciones en Materiales de Astrofisica y Fisica) radicado en la ciudad de Mendo-
za, Argentina, dependiente de la Universidad de Mendoza, ha tomado esta linea de
investigacion, también colaborando con los autores del trabajo citado [15]. Las in-
vestigaciones se concentran en el estudio de impactos sobre materiales granulares o
de particulas de polvo (también llamados granos, clusters o aglomerados) formados
por granos mas pequenos de silica o S10,, a escalas micrométricas. En astrofisica,
comprender el mecanismo fisico subyacente en estas escalas resulta ser fundamental
cuando, por ejemplo, se trata de explicar la formacion nuevos cuerpos planetarios. La
colision entre particulas de polvo deviene en un crecimiento por aglomeracion entre las
particulas o en una fragmentacion de las mismas. En los anillos protoplanetarios, el
aumento de tamano de granos mediante agregacion de particulas colisionantes sugiere
a este fendmeno como uno de los pasos iniciales de la formacién de planetas [16,17].

El equipo de SiMAF ha realizado estudios en impactos de esferas sélidas so-
bre lechos granulares porosos (formacién de crateres), eyeccién de material [18], y
fenémenos de compactacion y fragmentacién de granos porosos del mismo tamano
con distintos pardmetros de impacto [19]. Ademds de estudios estructurales también
se analizaron las consecuencias sobre la formacion de crateres en lechos granulares po-
rosos al variar parametros generales como la velocidad inicial y tamano del proyectil

colisionante, siendo este también de un material granular [20].



En trabajos como el citado [19] se han analizado colisiones entre granos de mis-
ma masa (simétricos). Sin embargo, en una situacién mas realista, las colisiones son
asimétricas en el sentido de poseer los aglomerados distinta masa y tamano [21]. Los
modelos actuales estiman la tasa de fragmentacion critica de granos con estas carac-
teristicas en el orden de 1 10% [22-24], y en ninguno de estos trabajos se discute la
dependencia del desenlace de la colisién (fragmentacion o aglomeracién) con respecto
a la porosidad de los colisionantes.

Recientemente el equipo de SiMAF ha presentado un trabajo a publicar [25] en
donde se exploran colisiones asimétricas con velocidades de proyectil pequenas, en-
fatizando el rol de la porosidad de los granos. Se han encontrado fragmentaciones a
velocidades menores a las estimadas en [22-24] y una dependencia de este fenémeno
con la porosidad de los aglomerados. Tales resultados pueden implicar modificaciones
en los modelos de aglomeracién/fragmentacién utilizados hasta ahora. El trabajo pre-
sente se enmarca dentro de estas investigaciones, analizando simulaciones de colisiones
del tipo tratado en [25], con el objeto de mejorar el uso de los recursos computacio-

nales de manera de potenciar la capacidad de las simulaciones numéricas propuestas.

1.2 Motivacién

Las herramientas y técnicas computacionales actuales permiten simular distintas
configuraciones de granos, conformados a su vez por grandes cantidades de particulas.
Se menciond anteriormente que a mayor cantidad de particulas constituyentes, mas
cerca estara la simulaciéon de representar una colisién real. Sin embargo, cuanto més
realista una simulacién, mayor es el costo computacional de las simulaciones de MD
en términos del hardware necesario para ejecutarlas y el tiempo de computo de los
mismos.

Parte del costo temporal que las simulaciones suponen se ha resuelto mediante la
Computacion de Alto Rendimiento o HPC' por sus siglas en inglés, la cual permite

resolver problemas computacionalmente costosos utilizando algoritmos paralelos y



clusters de computadoras o clusters. Existen multiples formas de implementacién de
hardware y software de HPC, como por ejemplo, supercomputadoras de miles de
nicleos CPU, o en los tltimos 10 anos, la utilizacion de Unidades de Procesamiento
Grafico o GPUs. Generalmente, el acceso a supercomputadoras esta restringido a un
grupo selecto, por ello se ha vuelto comin en el ambito de investigacién instalar un
pequeno cluster de computadoras o usar GPUs como parte del equipo de trabajo (o
una combinacién de ambos) [26].

Los recursos computacionales de los cuales disponga el investigador imponen cier-
tas restricciones a las escalas temporal y dimensional de las simulaciones. La escala
temporal se refiere al tiempo en el cual transcurren los fenémenos simulados y la
dimensional al tamano de la muestra simulada. El aumento de ambas implica un
aumento de tiempo de computo, que puede ser disminuido hasta cierto punto parale-
lizando; descomponer el dominio de la muestra y usar multiples nicleos simultanea-
mente que resuelvan cada uno un subdominio del sistema original. También el tiempo
de computo puede disminuirse mediante procesadores mas veloces. Sin embargo, la
utilizacién de recursos como GPU o varios nucleos CPU tiene un limite, en el cual
el tiempo de computo para una muestra determinada no puede disminuirse mas, ya
sea porque no se dispone de mejores equipos, o por las limitaciones mismas de ciertos
parametros de la simulaciéon. Un ejemplo de este ultimo seria dividir el sistema origi-
nal en tantos subdominios que se pierde mas tiempo comunicando informacién entre
ellos que calculando las relaciones dentro de cada uno. Es por ello que atin usando
estas estrategias, una sola simulacién del tipo utilizado para [25] puede llegar a tardar
3 meses en realizarse.

Ante una limitaciéon de equipos, la simplificacién fisica de los sistemas no es una
opcién que se contemple para acortar el tiempo de cémputo; se desea mantener todas
las interacciones que corresponden a particulas de este tamano para tener una mayor
exactitud en la simulacion del comportamiento real. Se necesita otra herramienta
capaz de disminuir el tiempo de computo de este tipos de simulaciones. ;Podria

alguna caracteristica intrinseca de una simulacién de colision dar alguna pauta de



su forma final en una escala temporal menor a la programada? Toda la informacién
sobre las particulas obtenidas de las configuraciones a distintos tiempos de simulacién
queda plasmada en forma de grandes cantidades de datos, imposibles de manipular
manualmente para obtener informacién util. Existe un area de las ciencias de la
computacién denominada Aprendizaje Automatico (o Machine Learning) basada en
el desarrollo de algoritmos informaticos para transformar datos en accién inteligente.
El Aprendizaje Automatico se ha convertido en una de las herramientas més populares
y adecuadas para manipular un volumen de datos del orden de magnitud planteado
aqui.

Mediante algoritmos de aprendizaje, se pueden encontrar relaciones, patrones, o
caracteristicas en los datos a partir de los cuales se realizan predicciones (generaliza-
ciones) de los mismos.

El Aprendizaje Automatico ha sido usado exitosamente en combinacién con si-
mulaciones de MD en trabajos previos, tales como: mejorar el reconocimiento de
proteinas [27], predecir las energias de atomizacién en moléculas orgénicas [28], acele-
rar las simulaciones ab initio MD [29], entre otras. No se han encontrado publicaciones
de aplicaciones de Aprendizaje Automatico en colisiones de granos, probablemente
debido a lo reciente del tema.

Por medio de este trabajo, se hace una contribucién a la investigacién sobre co-
lisiones de granos porosos al buscar maneras de disminuir el tiempo de simulacion
mediante técnicas de Aprendizaje Automatico, ante limitaciones impuestas por el

hardware disponible.

1.3 Objetivos

Los objetivos propuestos por el presente Seminario de Investigacién son los si-

guientes:



1. Analizar y explorar algoritmos de Aprendizaje Automatico supervisados y no
supervisados adecuados a la tarea de clasificacién que desea llevarse a cabo, con
el fin de disminuir el tiempo de simulacion de colisiones.

2. Observar la influencia de los distintos parametros generales de las colisiones
sobre el desenlace de las mismas.

3. Analizar la aplicabilidad de los métodos de optimizacién propuestos entre dis-

tintos subespacios del espacio de parametros de simulacion.

1.4 Hipotesis propuestas y adelanto de resultados

Las hipotesis formuladas a partir de los objetivos se detallan a continuacion:

= Hipétesis 1: Es posible disenar una metodologia de optimizacion temporal de
simulaciones numéricas basada en algoritmos de Aprendizaje Automéatico para
un conjunto dado de parametros de simulacion.

= Hipdtesis 2: Es posible predecir el desenlace de una colisién mucho antes de
su finalizacién teniendo en cuenta un conjunto especifico de sus variables y
parametros.

» Hipdtesis 3: Existe un subespacio del espacio de pardmetros generales de las
simulaciones con el cual se puede realizar un modelo de optimizaciéon temporal
aplicable a simulaciones con otros parametros generales, con resultados equiva-

lentes.

Mediante estas propuestas se logré obtener informacion sobre el desenlace de la
colision de granos asimétricos de 35 simulaciones en un tiempo total de 16 dias (con un
5% de error), siendo dos meses el tiempo total empleado en ejecutar estas simulaciones

hasta el desenlace de la colision.



2. MARCO TEORICO: NOCIONES DE APRENDIZAJE
AUTOMATICO

2.1 Introduccion

Machine Learning o Aprendizaje Automdtico (AA) es un campo interdisciplina-
rio de las ciencias de la computacién cuyo fin, como dice su nombre, es programar a
las computadoras para aprender. Comtinmente se entiende el aprendizaje como una
forma de adquirir conocimiento de algo por medio de la experiencia. El aprendizaje
humano es complejo y aiin muchos de los mecanismos que subyacen a esta actividad
permanecen vedados. Sin embargo, en AA no se pretende en una computadora un pro-
ceso de aprendizaje semejante al humano (caracteristica que lo diferencia de la rama
de inteligencia artificial), sino el desarrollo de una herramienta para complementar la
realizacion de tareas complejas no factibles para la capacidad humana, aprovechando
las ventajas que ofrece la computacion.

El punto de partida para armar un sistema de AA es tener una tarea a realizar.

Muchos tipos de tareas pueden resolverse con AA, se nombran algunas a continuacion:

= Clasificacion: Se necesita especificar a cual de una serie de categorias perte-
nece un objeto dado. Por ejemplo, en este trabajo, la tarea a realizar es una
clasificacién: etiquetar particulas segiin pertenezcan a cual fragmento luego de
una colision.

= Regresion: se desea la prediccién de un valor numérico dados ciertos datos. Es
una de las tareas mas comunes.

= Detecciones de anomalias: se espera que, al observar en detalle un conjunto
de eventos u objetos, se detecten los casos inusuales o atipicos.

= Sintesis y muestreo: se desea generar ejemplos nuevos que sean similares a

los que ya se tienen.



= Atribucion de valores faltantes: cuando se desea completar un conjunto con
valores ausentes.
» Eliminar ruidos: se desea predecir un caso correcto a partir de una version

danada del mismo por algtin proceso desconocido.

Los “alumnos” de AA que deben aprender a realizar la tarea son los algoritmos.
La primer y més sencilla forma de aprender es mediante la memoria: por la experien-
cia pasada se pueden reconocer y categorizar entidades. El siguiente paso es lograr
una inferencia inductiva: reconocer entidades no conocidas con anterioridad, es de-
cir, generalizar a partir de ejemplos individuales. Este es el objetivo de aprendizaje
principal para un algoritmo.

Es sabido que la inferencia inductiva puede llevar a conclusiones falsas, y la mente
humana posee sentido comin para discriminar estas conclusiones de las que tienen
sentido. Sin embargo, la ausencia intrinseca de esta cualidad en las maquinas requiere
encontrar y especificar a los algoritmos los principios para eludir conclusiones ilégicas.

En un sistema basico de AA para el tipo de tarea de clasificacién que desea llevarse
a cabo en este trabajo en particular se debe proveer al algoritmo (llamado A de
ahora en adelante) de AA una Entrada, que representa la experiencia, y la Salida
serd la accion o habilidad lograda mediante el aprendizaje. En las secciones siguientes
se analizaran con més detalle la relacion entre estos tres elementos. Utilizaremos la

notacién del libro de Shalev-Schwartz, 2014 [30].

2.2 El entorno de A: Entrada y Salida

2.2.1 La Entrada

Sea D una distribuciéon de probabilidad generadora de un conjunto arbitrario
X = TXig, con i 2 0;::N. El conjunto X se denomina conjunto de dominio y es la
coleccion de objetos que se desean clasificar (también llamados ejemplos). Por ejemplo,

en nuestro trabajo, X es el conjunto de N particulas que conforman las estructuras
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que colisionan. Cada elemento de X estd representado por un vector de caracteristicas,
por ejemplo las posiciones y velocidades de la particula I para un tiempo particular.

Para clasificar se necesita un conjunto de etiquetas Y siendo un caso comun el
binario, por ejemplo Y = f1;0g9. Ademads, asumimos que existe una funcion de eti-
quetado “correcta” f: X ¥ Y tal que y; = f(X;) para todo i (para el caso binario,
yi 2 £1;09).

Se muestrea cada uno de los elementos X; de X distribuido de acuerdo a D y se
los etiqueta mediante T para generar el conjunto de entrenamiento S, definido como
una secuencia finita de pares X Y: S = ((X1;¥1):::(Xm;Ym)), donde cada (X;;Yi)
representa un punto del dominio etiquetado.

Se debe tener en cuenta que A no tiene informacion directa de la distribucién D,
como tampoco sabe cudl es la funcién . De hecho, esto es lo que se quiere encontrar.

S es la Entrada a la cual tiene acceso A y es lo inico que puede conocer de D y .

2.2.2 La Salida

Se quiere que A devuelva una regla de prediccion o predictor (también llamado
hipétesis o clasificador o modelo) h: X ¥ Y que tenga la capacidad de predecir las
etiquetas de nuevos elementos de dominio.

Definimos el error verdadero o de generalizacion de un clasificador h, L(p.f), como
la probabilidad de tomar al azar un X generado por D tal que h(x) & f(x). El error
se mide respecto a D y a f.

Dado un S, este error es el que determina la eleccién de h: no se quiere cualquier
hs, sino aquel cuyo error Lp.fy(h) sea el menor posible. La dificultad, como ya men-
cionamos, es que A no dispone ni de D ni de f. La alternativa es mirar lo que si se
tiene: el conjunto de entrenamiento S. Definimos el error de entrenamiento (o error
empirico) Ls(h) al error que comete el clasificador h cuando actia sobre la muestra
de entrenamiento. Por ende, el objetivo pasa a ser encontrar un clasificador tal que

el error de entrenamiento sea minimo, es decir, que ese h tenga un buen desempeno.
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Para tener un predictor que se desempene bien en el conjunto de entrenamiento
S y también sobre toda la distribucion subyacente de datos, se puede buscar el clasi-
ficador deseado en un espacio restringido denominado clase de hipdtesis H. La clase
de hipdtesis es un conjunto de predictores fhyg tal que hg : X ¥ Y y se busca entre
estos aquel que de el minimo error de Lg(h). En definitiva, estamos sesgando a A al
restringir su eleccion de predictor, y esta restriccion debe realizarse, indudablemente,
con algin conocimiento previo de la tarea que quiere realizarse.

En la Fig. 2.1, se esquematiza un sistema de AA con las nociones descritas en esta

seccion.
Espacio de :
funciones £ 3, }[
D ——p| Conjunto de '
?7? dominio X
Entrada AlgoritmOA v Salida
ej.: svm, rf, ocsvm @ : _> ﬁ
Funcién de
etiquetado
correcto f

Figura 2.1.: Dada una clase de hipotesis H, un sistema AA basico funciona como sigue: A
recibe un conjunto de entrenamiento S proveniente de un conjunto de dominio X generado
por una distribucion de probabilidad desconocida D y etiquetado por una funcion f : X 1
Y. A evalua el error verdadero de cada h 2 H y devuelve el miembro que minimice el error
de entrenamiento.

Errores asociados a la utilizacién de H

El sesgo de un H tiene ventajas, pero también introduce nuevas dificultades. Por
ejemplo, ;jcomo sabemos cual clase de hipdtesis H de todas las posibles tendra el
conjunto de predictores con el menor error de entrenamiento? Ademaés se quiere elegir

el H que tenga el predictor h con el menor error. Cuanto mayor sea la clase de
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hipétesis, mayor probabilidad de incluir esa h, pero agrandar el tamano de la clase
tiene su costo.

La eleccién de H tiene dos errores asociados:

= Error de aproximacién: También llamado variance en la literatura en inglés,
mide cuanto error se tiene por haber elegido un H especifico. No depende del
tamano de la muestra, sino de H: cuanto mayor es H, menor es este error.

= Error de estimacién: También llamado bias en la literatura en inglés, es la
diferencia entre el error de aproximacién y el error Lg(h). Este error surge debido
a que este error de entrenamiento es solo una estimacién del error real, y por
ende el predictor que minimiza el error de entrenamiento es solo una estimacién
del que minimiza el error real. Este error disminuye cuando el tamano de S lo
hace y aumenta cuando el tamano de H aumenta (un mayor tamano implica

generalmente un aumento de complejidad).

Se quiere que ambos valores de error sean los menores posibles, la dificultad es-
triba en que la disminucién de uno suele implicar el aumento del otro. En la seccion
siguiente se mostrara la importancia del tamano de H para evitar dos inconvenientes

de frecuente ocurrencia en tareas de AA: el sobreajuste y el subajuste.

Sobreajuste y subajuste

El tamano y eleccion de H son dos factores cruciales para obtener un equilibrio
entre los errores de aproximacién y estimacion. Si se tiene un H muy grande, el error
de aproximacion sera pequeno, pero el de estimacién serd mayor, pues tiene mas
posibilidades de funcionar bien sélo para el conjunto de entrenamiento, y no para
el resto de los datos generados por D. A este fenémeno se le denomina overfitting
o sobreajuste, y en forma simple es la incapacidad de la Salida de generalizar, es
decir, clasificar correctamente casos no contenidos en S. Esta relacionado con una
gran varianza; el algoritmo entrenard detalladamente con todos los valores provistos,

aun con los andmalos.
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Si H es muy pequeno, el error de estimacion se reduce pero puede aumentar el error
de aproximacion, conduciendo a un underfitting o subajuste de los datos. Esto sucede
cuando hay un gran bias o sesgo en la Salida h, es decir, existe una tendencia hacia un
resultado especifico por asunciones erréneas del algoritmo respecto de la estructura
de D adquiridas durante su entrenamiento. Cuando se produce un subajuste, ni el
entrenamiento del algoritmo ni su generalizacion resultan correctos, y esto es un
indicador de que el algoritmo no es el indicado para realizar esta tarea.

Aqui entra en juego la compensacion de complejidad del sesgo: deseamos encon-
trar un H lo suficientemente “completo” y seguir teniendo un error de estimacién

razonable.

2.3 El algoritmo A

Debido a la diversidad de las tareas a realizar, existen variados algoritmos de AA
y la lista crece con el tiempo. Aunque no existe una clasificacién formal y cerrada de
los algoritmos, podemos distinguir dos grupos segin el tipo de interaccién que tienen

con el entorno que los rodea: los algoritmos supervisados y no supervisados.

= Algoritmos supervisados: entendiendo el aprendizaje como un proceso pa-
ra obtener habilidades mediante la experiencia, los algoritmos supervisados se
mueven en un escenario en donde la experiencia (el conjunto de entrenamiento)
posee informacién significativa, ausente en los ejemplos sobre los cuales se quie-
re aplicar su habilidad. La habilidad adquirida tiene como objetivo predecir la
informacion que falta de los datos de evaluacion. El entorno es un “profesor”
que supervisa al alumno al darle informacién extra (datos etiquetados).

= Algoritmos no supervisados: no hay distinciéon entre el entrenamiento y los
elementos a evaluar, ya que no se le dan datos etiquetados al algoritmo. El
algoritmo simplemente procesa los datos con el objetivo de dar una version

resumida o comprimida de los mismos. Se utilizan generalmente para tareas
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de clustering: reconocer y agrupar los datos segin patrones o similitudes entre

ellos.

Existe un tercer grupo de algoritmos con caracteristicas de aprendizaje de ambos
tipos mencionados, denominado Reinforcement learning, pero no serd utilizado en

este trabajo.

2.3.1 El teorema “No free lunch”

.Existe un algoritmo tal que para un tamano de S dado y para todo D devuelva
el h con el menor error? El teorema “no free lunch” (“No hay almuerzos gratis” o
NFL) para AA (Wolpert 1996) [31] responde esta pregunta: no existe tal algoritmo.
Este teorema muestra que todo algoritmo fallarda en al menos una tarea en donde
otros algoritmos tengan éxito, es decir, ninguno es mejor que otro. Por ello, se debe
poseer conocimiento previo sobre el tipo de datos que se tienen y una nocién de lo
que se quiere obtener para poder elegir H de manera 6ptima.

En este trabajo trataremos con tres algoritmos supervisados (Mdquinas de Vecto-
res de Soporte, Maquinas de Vectores de Soporte de Una Clase y Bosques Aleatorios)
y dos no supervisado (k-means Clustering y Aglomeracion de Clusters). La eleccién
de ellos serd justificada mas adelante por el tipo de datos que se tienen; en la siguiente

seccién describiremos el funcionamiento basico de cada uno de ellos.

2.3.2 Algoritmos supervisados

Para realizar la tarea de clasificacion se utilizaron algoritmos de aprendizaje su-
pervisado. De forma general, para ejecutar tales algoritmos, es necesario explicitar
el conjunto S, especificando cudl es la caracteristica a clasificar y a partir de qué
otra(s) debe realizarse tal clasificacién. Es decir, debe proveerse al algoritmo con
la variable dependiente (datos etiquetados) e independiente(s) (variable(s) predicto-
ra(s)). Ademds, cada algoritmo posee pardmetros condicionantes del conjunto H (y

por ende de h), los cuales deben ser elegidos de tal manera que el error Lg(h) sea
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minimo. En esta seccién solamente se describira en lineas generales el funcionamiento
de los algoritmos, en el capitulo siguiente se detallaran las variables y los parametros

para ejecutarlos.

MaAaquinas de Vectores de Soporte

Support Vector Machines (Vapnik 1992) [32] o Maquinas de Vectores de Sopor-
te (llamados SVM de ahora en més), son algoritmos que pueden usarse para tareas
de clasificacién o regresién. Existen diversos SVM cuyos métodos de clasificaciones
bésicas son equivalentes, pero existen variantes de implementacién dependiendo de
la forma que tenga el conjunto de entrenamiento S. El tipo de H con el cual trabaja
SVM se denomina half-spaces o medio-espacios, y funciona para tareas de clasifica-
cién binaria, como lo es nuestro caso. Esta asociado con la definicién geométrica de
medio-espacio: cualquiera de las dos partes en las que un hiperplano divide al espacio
euclideo.

Sea X = RY e Y = f0;1g. Cada hipétesis de H se parametriza con un vector
w 2 RY v con un b 2 R denominado término de sesgo, v al recibir un vector X de X
devuelve la etiqueta (hw; i 4+ b) (ecuacién general implicita de un hiperplano). Para
el caso d = 2 cada hipédtesis define una recta o separador que es perpendicular a w
e interseca el eje vertical en el punto (0; W%) Todo lo que queda del lado de arriba
del hiperplano (los puntos que formen un dngulo agudo con W) son etiquetados como
1 y el resto como 0. Los datos que puedan separarse a través de un hiperplano se
denominan linealmente separables.

Existen muchos medio-espacios que pueden dividir los datos, jcon qué criterio se
elige el mas adecuado? La distancia entre un punto X y el hiperplano definido por
(w; b) donde kwk = 1 es j(hw; Xi+b)j. Se define margen como la minima distancia entre
un punto del conjunto de entrenamiento y el hiperplano. SVM busca separadores de
“gran margen”: un medio-espacio en donde los puntos del entrenamiento no solo estén

bien separados por un hiperplano, sino también lejos de él. Al restringir al algoritmo a
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devolver un separador de gran margen se tiene la ventaja de disminuir la complejidad

de célculo cuando se trabaja con espacios grandes.
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Figura 2.2.: Separacion de los datos (clasi cados en azul y verde) por medio de un
hiperplano (rojo) perpendicular al vector w y de nido por b, y por los vectores de soporte
(azul y verde remarcados con | nea de trazos).

El wo que posee el mayor margen tendra el menor error real. Como el hiperplano de
la solucion Wy de mayor margen se define por medio de distancias, se puede interpretar
a los puntos més cercanos al hiperplano como aquellos que lo definen, de ahi el nombre
de “vectores de soporte”. Los vectores de soporte seran entonces aquellos puntos del
conjunto de entrenamiento que estén exactamente a una distancia m del hiperplano
de separacion.

Cuando los datos son linealmente separables, se aplica el método sin mayores
inconvenientes. Sin embargo, existen datos que no pueden ser separados de manera
correcta por medio de un hiperplano, y SVM no puede ser utilizado tal como lo
describimos. Para resolver esto, se realiza una proyeccion de los datos a través de una
funcion no lineal a un espacio de mayor dimensién. Los puntos podran ser separados
en este nuevo espacio mediante un hiperplano, y cuando ese hiperplano se vuelva a
proyectar al espacio de Entrada, tendra la forma de una curva no lineal. En principio,

siempre es posible encontrar una funcién que transforme los datos a un espacio de

mayor dimensiéon donde sean linealmente separables. Para optimizar los calculos de
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estas proyecciones, ademas, se han desarrollado métodos denominados kernel tricks o
trucos de nicleo. En este trabajo se utiliza el nicleo lineal (el estdndar) para tratar
casos separables y el ntcleo radial para los no separables.

Para informacion mas detallada del funcionamiento de SVM se recomiendan los

libros de V. Vapnik [33] y B. Schélkopf et al. [34].

Maquinas de Vectores de Soporte de Una Clase

Tradicionalmente, la mayoria de las tareas de clasificacion intentan distinguir cla-
ses distintas en los datos de evaluacion a partir de un entrenamiento etiquetado con
estas clases. Existen ciertos problemas, sin embargo, donde sé6lo hay interés en que se
distinga una sola de las clases. Por ejemplo, en tareas como deteccién de anomalias
(mencionada en la Seccién 2.1), una propuesta practica serfa entrenar al algoritmo
con los datos que pertenezcan a la clase considerada normal o correcta, y luego al
testear nuevos datos, el algoritmo distinga los casos que no se asemejen a los del entre-
namiento. Scholkopf et al. [35] introdujeron el método de One Class Support Vector
Machines o Méaquinas de Vectores de Soporte de una clase (OCSVM) para detectar
anomalias con este principio.

El funcionamiento basico es semejante a las transformaciones en el espacio de
caracteristicas de SVM: simplemente se busca una funcién binaria que distinga las
regiones en este espacio en donde se encuentra la densidad de probabilidad de la clase
deseada. De esta manera, la funciéon devuelve la clase deseada en una pequena region
que contiene los puntos de entrenamiento y etiqueta el resto de los datos como otra
clase sin importarle las caracteristicas que posea.

Se podria decir que el funcionamiento de OCSVM es idéntico a SVM, puesto que
ambos trazan una “frontera” que divide los datos, pero la diferencia radica en que el
analista sabe que tiene tipos de datos con ciertas caracteristicas normales, y quiere
identificar los casos que no las poseen. SVM no tiene un criterio a-priori que asegure

ni que todos los puntos que se saben normales estén en el mismo lado del medio-
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espacio, ni que distinga los valores atpicos, puesto que sus margenes siempre tendan
una tolerancia en la que los (pocos) valores extranos pueden pasar desapercibidos y

el error cometido por el algoritmo no cambiaia demasiado.

Bosques Aleatorios

Random Foresto Bosques Aleatorios (Breiman 2001) [36] es parte de los denomi-

nadosalgoritmos de ensamblees un ensamble dearboles de decison.

Figura 2.3.: Ejemplo dearbol de decisbn: los nodos son las caractersticas (cuadros azules)
y sus posibles valores en verde, y las hojas las etiquetas con las opciones \S", \No" (rojo).

Unarbol de decison como el de la Fig. 2.3 es un algoritmb : X 'Y que predice
la etiqueta asociada cox de manera araloga a la estructura de unarbol. El camino
de decisbn en unarbol comienza en un nodo denominado raz, a partir del cual realiza
una serie de elecciones hasta llegar a una \hoja" delarbol (la etiqueta nal). En cada
nodo del pasaje raz-hoja, se exploran las caractersticas del objekoa clasi car, y de
todas las opciones se elige la que corresponda al objeto. Tamben las opciones pueden
estar dadas mediante un conjunto prede nido de reglas de divison, como por ejemplo
se puede forzar un sesgo hacia un tipo de resultado al otorgar distintos pesos a las
opciones. Finalmente, una hoja contiene una etiqueta espec ca.

El inconveniente con los arboles de decisbn es el sobreajuste de los datos de

entrenamiento: si se deja que elarbol tenga todas las hojas que se quiera, entonces
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es muy posible que cada camino raz-nodo sea muy espec co para un solo objeto,
y por lo tanto no sea generalizable para casos ligeramente distintos (es decir, este
algoritmo suele tener bajo sesgo pero alta varianza). Existen dos maneras de evitar
esto: restringir el tamano delarbol o hacer un ensamble dearboles. Estoultimo es,

precisamente, el algoritmdRF.

Figura 2.4.: Esquema simpli cado de un Bosque Aleatorio. Cadaarbol se construye con
cada muestreo yN; caractersticas elegidas al azar, lo que permite que se tenganarboles de
distintos tamanos. Se de ne la etiqueta nal del objeto por voto mayoritario.

La idea de realizar un \bosque" dearboles permite darle robustez a los resultados
de la prediccon, es decir, aumentar su exactitudRF es una forma de promediar
nultiplesarboles de decison entrenados con distintas partes del conjunto de entre-
namiento (Fig. 2.4), con el objetivo de reducir la varianza. Dado un conjunto de
entrenamiento S, el algoritmo selecciond veces (paametro libre determinado por
el conjunto de entrenamiento) una muestra al azar con reemplazo 8ey construye
arboles de decisbn a partir de cada una de estos muestreos. La prediccon BE se
obtiene por voto mayoritario sobre todas las predicciones de losarboles individuales.
La reduccon en la varianza del voto mayoritario queda asegurada, aun si losarboles
individuales poseen una varianza alta, siempre y cuando no exista correlacon entre
ellos. Para asegurar que esto no paseF introduce en cada divison de nodo, un

vector de caractersticas aleatorio. Si esto no se hiciese, muchosarboles elegiran lo
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aquellas caractersticas nmas signi cativas a la eleccon de etiqueta y habra correlacon
entre ellos. De aqu la aleatoriedad del bosque.

Para mas detalles del funcionamiento d&®F se recomienda la lectura del material
de Hastie et al. [37].

2.3.3 Algoritmos no supervisados

Como se mencioro en la Seccbn 2.3, este tipo de algoritmos se emplean en tareas
gue no implican generalizaciones, sino simplemente reconocimiento de patrones o
similitudes en los datos. Usualmente los resultados que se obtienen de ellos se utilizan
para caracterizar datos mas que para resolver una tarea del tipo mencionado, ya que
no es posible veri car en forma directa si el algoritmo tuvo un buen desempeno.

Para mas ejemplos de algoritmos no supervisados se propone la lectura del material
de Rokach et al. [38], y para una gua peactica de implementacon delustering se

recomienda el libro de Kassambara [39].

K-means clustering

K-means clustering (MacQueen, 1967) [40] es uno de los algoritmos no super-
visados de AA de particon mas utilizados para agrupar un conjunto de datos con
caractersticas semejantes. El analista debe especi car el umero de grupogk clus-
ters) en los cuales desea dividir los datos y el algoritmo los agrupa® de tal forma que
los objetos dentro de un mismo cluster sean lo mas similares posible y entre distintos
clusters sean lo mas dismiles posible. Cada cluster esh representado por un centro
o centroide, el cual es el promedio de los elementos asignados al cluster.

La idea kasica detas dek-means clusteringconsiste en de nir grupos tal que la
variacon inter-cluster sea mnima. Hay varios algoritmos dek-meansdisponibles, el
estindar es el algoritmo Hartigan-Wong (1979), el cual de ne la variacon intercluster
como la suma del cuadrado de la distancia (eucldea u otra) entre los ejemplos y su

centroide correspondiente.
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Se de ne la variacon total inter-cluster (Total Within Cluster Variation o TWCss)

como sigue:

XK Xk X
TWCss=  W(G)) = xi )3 (2.1)
j=1 =1 x;2C;j

dondeC; conj 2 f0;:::; kg es uno de lok clusters, x; los datos que pertenecen al
clusterC; y ; es el promedio de los puntos asignados a este cluster. Esta variacbn
total mide la compactacon de los clusters (que tan bien estn divididos), y debe ser
la menor posible.

El funcionamiento del algoritmo es sencillo: primero, el analista especi ca l&s
clusters en los que desea dividir sus datos. El algoritmo sitia en el espacio de d&tos
puntos al azar, los cuales se&an centros provisorios, y calcula la distancia del resto de
los datos a cada uno de ellos. Se asigna cada dato al centroide que se encuentre mas
cercano, y una vez que se tienen lésgrupos de datos, se actualizan las posiciones
de los centroides al calcular el promedio de los datos del grupo. Al obtener los nuevos
promedios, se revisa que cada punto de los datos ese efectivamente nmas cerca al
nuevo centroide de su cluster, caso contrario, se redistribuyen los datos y se calculan
los promedios de nuevo.

Este proceso se repite una cantidad de veces especi cadas a priori por el analista,
0 hasta que la variaconT W Cssde los nuevos centros sea n ma. De esta manera se
obtienen losk clusters deseados.

Las ventajas dek-meansson su tiempo de omputo (relativamente corto en com-
paracon con otros algoritmos de particon) y es sencillo de entender. Sin embargo
tiene varias desventajas: se necesita conocer a priori la cantidad de clusters k que se
desean, y adenas es muy sensible a datos aromalos y a la eleccon dekasentros
iniciales. Una di cultad relacionada a los datos con valores atpicos es glkemeans
asigna centros que no corresponden a datos que se posean (los centros son promedios)

y esto puede conducir a una mala clasi cacon (Fig. 2.5).
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Figura 2.5.. Ejemplo de un buen desempeno demeans(A) contra un mal desempeno del
algoritmo (B), de un espacio de caractersticas de partculas clasi cadas por su velocidad y
posicon en el eje z. Las dos clasi cacionesA y B) son estables, pero la eleccon al azar de
los centroides enB perjudica la clasi cacon.

En el siguiente captulo se muestra @mo una mala clasi cacon d&-meansdebido
a esta sensibilidad frente a los valores atpicos conduce a la utilizacon de otro tipo

de algoritmo no supervisado: el algoritmo déglomeracon de Clusters

Aglomeracon de Clusters

La Aglomeracon de Clusters oagglomerative clusteringes uno de los tipos nmas
comunes de agrupaciones jearquicas, utilizado para dividir objetos en clusters ba-
sados en sus similitudes. La diferencia con los algoritmos de particon es que no es
necesario determinar a priori la cantidad de clusters que se desean obtener.

Este algoritmo inicia tratando cada objeto a clasi car como un cluster individual.
Luego, en cada paso, se comparan los clusters de a pares: aquellos que son similares
(cercanos) se fusionan en uno lo, y el proceso se repite hasta que todos los datos esen
agrupados en ununico cluster. El resultado de las iteraciones posee una estructura
denominada dendograma (Fig. 2.6).

Una de las desventajas de la aglomeracon de clusters es que el algoritmo no

indica en cwantos clusters estn divididos los datos, es decir, cual de las instancias
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intermedias de agrupacon es mejor. Es por ello que el analista debera estimar en
cuantos grupos se dividen los datos, y mediante una funcon en donde se especi ca este
rumero, \cortar" el dendograma de tal forma que queden divididos los datos en los
k clusters estimados (Fig. 2.6). El algoritmo devolver entonces los datos clasi cados

por pertenencia a cluster.

Figura 2.6.. Ejemplo de un dendograma (izg.), donde clasi ca 15 objetos en dos clusters
de acuerdo a sus distancias relativas en el espacio de velocidades en z y posiciones en z. La
gura de la derecha muestra los mismos puntos en el espacio de caractersticas, agrupados
por jerarquas segin sus proximidades.

Aunque es un sistema muy efectivo en ciertas circunstancias (aun donkleneans
falla), el inconveniente con este algoritmo es que la cantidad de objetos determina la
cantidad de alculos que deben resolverse en el paso inicial. Si se tienen N datos, se
tienen N clusters iniciales y se deben caIcuIaPr N n 1 relaciones ®lo en el primer

paso. Para voumenes de datos grandes, el costo computacional puede ser alto.

2.4 La evaluacon de h

Una vez que se obtiene de este sistema de AA una funchncon el menor error
de entrenamiento posible, se debe evaluar la capacidad de generalizacon efectiva del
predictor en datos nuevos, es decir, no pertenecientes al entrenamiento. Este conjunto
de datos se denominaonjunto de evaluacony debe ser generado por la misma

distribucon generadoraD del conjunto de dominioX con el cual se entrenaron los
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datos. Para asegurar esto, generalmente los elementos del dominio se dividen en dos
partes antes del entrenamiento, una se utiliza para entrenar al algoritmo y la otra
para evaluarlo. De esta forma, se asegura que la misiagenera los dos conjuntos.

Sin embargo, puede suceder quiy el conjunto de evaluacon no sean tomados
del mismo dominio (el caso tratado aqu). De ocurrir esto, se puede concluir que un
buen desempeno db como clasi cador de tal conjunto de evaluacon implica que
tanto este comoS efectivamente esin generados por la misma distribucol. Por
otro lado, sih tiene un mal desempeno, entonces no se puede asegurar si falb alguna
parte del algoritmo o si efectivamente los elementos evaluados no son generados por
la mismaD.

Una vez que se obtienen las predicciones sobre nuevos conjuntos, la manera de
evaluar el desempeno db como clasi cador es mediantaretricas de desempeno
Existen grandes cantidades de netricas y la eleccon de la mas adecuada depende de
la tarea que se ha llevado a cabo. En el siguiente captulo se describian las netricas

espec cas utilizadas para este trabajo.
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3. M ETODOS: EL SISTEMA DE AA

En este captulo se describen las simulaciones de colisiones en las cuales se realiD
una clasi cacon sobre sus partculas, y se caracteriza el sistema de AA utilizado
para llevar a cabo tal tarea. Este sistema posee la estructura kasica especi cada
en el captulo anterior (Cap. 2) en el contexto del problema fsico propuesto en la
Seccon 1.2. Para una referencia representativa de un sistema de AA con algoritmos

de Aprendizaje Automatico, se recomienda repasar la Fig. 2.1.

3.1 Introduccon: Objetivo principal de la tarea de clasi cacon

La tarea que desea llevarse a cabo en el presente trabajo es una clasi cacon:
etiquetar cada partcula integrante de una simulacon de granos porosos colisionan-
tes segin pertenencia a cierto fragmenttuego del impacto. Esta identi cacon de
las partculas tiene como objetivo disminuir el tiempo de simulacon, en el sentido

mostrado en la Fig. 3.1.

Figura 3.1.: Ejemplo de 11 pasos secuenciales de una simulacon de colison del tipo
trabajado, ilustrando el tiempo de nalizacon total T, , el tiempo en el cual se distinguen
visualmente dos fragmentosT; y el tiempo en el cual se espera que el algoritmo de AA
prediga el resultado de la colison T, (dentro del intervalo punteado).
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Las simulaciones trabajadas nalizan en un tiempd; , sin embargo a para un
tiempo T; el analista puede determinar visualmente si la colisbn es una fragmentacon
0 una aglomeracon. Se pretende que el algoritmo supervisado de AA sea capaz de
predecir a cual fragmento pertenecela cada partcula del sistema en un tiemp
anterior a Ts, en el cual la distincon visual entre clusters ya no es posible. Para ello
se propone armar un sistema de AA como el que se detallaa a lo largo de todo este

captulo.

3.2 Simulaciones de colisiones de granos

Todas las simulaciones analizadas en este trabajo poseen caractersticas generales
similares: dos esferoides, un proyectil y un blanco (innovil inicialmente), ambos com-
puestos por partculas eskricas de&SiO, icenticas de Ry = 0:76 m de radio granular,
colisionan con un paametro de impacto de 0 (es decir, son colisiones centrales) a lo
largo del eje z. Se les con ere una temperatura a las partculas del blanco, por lo
cual adquieren estas una pequena velocidad total producto de la agitacon ermica,

y por ende no esan totalmente en reposo, como puede observarse en la Fig. 3.2. Sin
embargo, esta velocidad es de tres a cuatroordenes de magnitud menor a la velocidad

inicial del proyectil.

Figura 3.2.: Densidad de las velocidades totales de las partculas constituyentes del blanco,
con una media de aproximadamente 313e 047.
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Como resultado de la colisbn, el sistema experimentaa una aglomeracon (pro-
yectil y blanco quedan pegados y ®lo se desprende de ellos una na capa de polvo,
compuesta por una pequena cantidad de dichas partculas) o una fragmentacon (el
sistema queda dividido en dos o rmas partes bien diferenciadas), como se muestra
en la (Fig. 3.3). Todava est en discuson cuwantas partculas deben quedar en cada
fraccon para considerar al resultado de una colison como una fragmentacon en vez
de una aglomeracon. Por ejemplo, se ha catalogado un sistema dividido en alrededor
de 33% de partculas en un cluster y 67 % en el otro como una fragmentacon [25].
En este trabajo todas las colisiones se dividen en dos parteslosters pero no se

adentrar en clasi car el tipo de resultado que representan.

Figura 3.3.: Representacon de los dos resultados nmas frecuentes de una simulacon de
una colisbn.

Existen tres paametros generales responsables (en parte) de la evolucon del sis-
tema: tamaro de proyectil-blanco , factor de llenado y velocidad inicial de
proyectil vy (la magnitud de w). El rumero de partculas en cada simulacon de-
pende del tamano del proyectil-blanco y de. En la bibliografa [15,19] se mencionan
dos tipos de factores de llenado: &cal (densidad de partculas dentro de una esfera

deradioN Rg, en este caso se utilizZN =5, con centro en la partculai) y el global
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(promedio de los factores de llenado locales). En este trabajser siempre el factor
de llenado local y determina la forma de armado del proyectil y el blanco, y variaa
durante la colisbn debido a la compactacon del material durante el impacto [19].

La forma detallada en la cual se arman las muestras para las simulaciones del tipo
utilizado fue publicada por Ringl et al. [41].

Utilizando Diramica Molecular  (MD) y considerando un modelo de materia
granular en el que se incorporan fuerzas de cohesbn [15], se realizaron simulaciones
como las descritas utilizando el software LAMMPS, el cual fue ejecutado principal-
mente en GPU Graphics Processing Unito Unidad de Procesamiento Ga co).

Las simulaciones granulares utilizan datos de entrada generados con un modelo
presentado en [41] y un @digo desarrollado por E. Milan y B. Planes (el primero
co-director de este trabajo, ambos integrantes del gruf®MAF ). El estilo de par
granular utilizado fue desarrollado inicialmente por Ringl et al. [15] para ejecutarse
en CPU y posteriormente adaptado por Milan et al. [42] para ejecutarse en GPU
NVIDIA con CUDA.

En principio todas las simulaciones se ejecutaron con tardware determinado.
Como se mencioro en la introduccon (Seccon 1.2), no se dispone mejores recursos
gue los utilizados para ejecutar las simulaciones analizadas en este seminario y por
ende no es posible una disminucon del tiempo de @mputo mediante mejores equipos.
La lista detallada con las especi caciones de hardware y software utilizadas para este
trabajo se encuentra en efendice A

En las simulaciones de MD, el tiempo de simulacon se discretiza en intervalos
denominados pasos temporales. En este caso, cada paso temporal correspondpsa 50
de tiempo desimulacon, es decir, el tiempo en el cual transcurre la colison simulada.
El tiempo real de simulacon es el tiempo reloj que tarda el analista en ejecutar una
simulacon completa en un equipo y este es el tiempo que se desea disminuir. Al

terminar la simulacon, el software devuelve un archivo de salida en donde especi ca

(http:/lammps.sandia.gov)
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el tiempo real total que le tono simular el sistema, y por ende, mediante una cuenta
sencilla, se puede estimar el tiempo real demorado en ejecutar cada paso.

Se programaron las simulaciones para generar un archivo de salida cada 10000
pasos temporales. Un archivo de salida es un archivo de texto (con un formato similar
a CSV o \valores separados por comas") con la con guracon del sistema simulado en
un determinado paso temporal. Como puede verse en la Fig. 3.4, la descripcon de la
con guracon en cada archivo incluye elid (rumero de identi cacon de la partcula,
jo para todos los pasos temporales), glpo de partcula (10 2 dependiendo si en
el paso temporal O la partcula es parte del blanco o el proyectil), |gsosiciones en

X, Y, Z, lasvelocidades en X, y, z y las velocidades angulares en x, y, z

Figura 3.4.: Ejemplo de archivo de salida trabajado. En la parte superior se especi ca
el paso temporal \TIMESTEP"), el rumero de partculas \NUMBER OF ATOMS"), y
tamano de caja (\BOX BOUNDS").

Los tamanos de las simulaciones utilizadas y la memoria que ocupan sus archivos

de salida estn especi cados en égndice B
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3.3 La Entrada y su entorno

En esta seccbn se especi ca las simulaciones utilizadas para entrenar a los algorit-
mos, y a partir de ellas las caractersticas generales del conjunto de entrenamie8to
y su entorno (distribucon D generadora de los elementos del dominko y la funcon

de etiquetado correctd ).

Simulaciones de entrenamiento

Para los candidatos a conjunto de entrenamiento, se trabap con una parte de
intees del espacio de paametros generales: un grupo de 15 simulacionesathearo
pequenro (radio de proyectil 14 m yradio de blanco 31 m , ambos jos para to-
das las colisiones), trefactores de llenado  (0.15, 0.25, 0.35) y cinceelocidades
iniciales de proyectil vo (17T, 0:75%, 0:5%, 0,257, 0:17) para cada uno de estos.
Cuando se habla de velocidad de proyectil, se re ere a la magnitud del vector de velo-
cidad inicial, el cual tiene un signo negativo porque el proyectil se mueve hacia abajo
en el sistema de referencia usado. Estos factores de llenado determinaron el rumero
total de partculas en cada simulacon (11200, 18785 y 26206 para= 0:15,0:25 y
0:35 respectivamente), donde alrededor del 9% del total de partculas pertenecan al
proyectil. A estas 15 simulaciones las denominarengismulaciones de entrenamiento
pues de ellas se toman las con guraciones de partculas con las cuales se entrenaa los
algoritmos. Se eligd este espacio de paametros como simulaciones de entrenamiento
pues ejecutar las 15 simulaciones demora poco tiempo real en comparacon a otros
tamanos, por tener relativamente menos partculas.

El comportamiento de las simulaciones de entrenamiento es similar: el proyectil
se dirige hacia el blanco con una velocidad inicial env, hasta que impacta con
el, y a medida que lo penetra, recibe una fuerza de frenado efectiva resultante de la
interaccon con las partculas del blanco y entre sus propias partculas [19], lo cual
terminal desacelerando a las partculas del proyectil especialmente debido a fuerzas

de friccon disipativas. Eventualmente, el sistema se dividia en dos partes. Una de
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ellas sem la arrastrada por el proyectil con velocidad en z cuasi-uniforme que tenda

como cota maxima el valor
m
V=—=P (3.1)
mp+ My

dondem, y m, son las masas del proyectil y del blanco, respectivamente [25]. Notar

Mp
mp+ mp

gue para las simulaciones del estilo tratado, © < 1. Para las simulaciones de

entrenamiento con el mismo factor de llenado, la magnitud deV sem proporcional a

Vo, Ya que la relacon m::pmp no cambia. Esto implica que las partculas del fragmento
arrastrado por el proyectil con velocidad iniciam = 17 tendan una V mayor a

la de los fragmentos nales de simulaciones cop > 17T. Para la misma velocidad
de proyectil vo pero distinto factor de llenado , se tiene en general que a mayor

menorV (Fig. 3.5).

Figura 3.5.: Velocidad nal en z del cluster 2 en el paso nal de cada simulacon dado
por el criterio especi cado en la seccon 3.3.3, para las 15 simulaciones de entrenamiento,
para los tres valores de factor de llenadhi.

La otra parte en la que queda dividido el sistema es un fragmento originalmente
perteneciente al blanco que no es arrastrado por el proyectil, y permanece cuasi-
inmovil (debido a la agitacon ermica resultante de la temperatura conferida a las
partculas al con gurar las simulaciones), como se muestra en la Fig. 3.6. Se veri ®

para cada simulacon trabajada en este seminario que efectivamente el cluster 1 esta
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compuesto en su totalidadsolo por partculas del blanco. Se especi caa el efecto de
este detalle en la parte de resultados. Esta cualidad de las simulaciones es de suma
importancia a la hora de elegir el algoritmo para ejecutar la tarea de clasi cacon,
como se vera nmas adelante. Cabe destacar que si no se da esta particularidad en otro
tipo de simulaciones (por ejemplo, otros materiales), esto no afecta en s al netodo

propuesto, siempre y cuando un cluster permanezca casi en reposo y el otro no.

Figura 3.6.:  Evolucon temporal de una colison con vo =15, =0:15(arriba)y =0:35
para seis tiempos distintos. Las partculas estin coloreadas por velocidad en z. Se ha cortado
la muestra en una rodaja de 1e 05m de espesor (el mismo para los dos) paralela al eje
z, donde se puede apreciar la diferencia de densidad de partculas segin

Cada una de estas 15 simulaciones de entrenamiento posee una cierta cantidad
de archivos de salida que detallan la con guracon de cada partcula simulada en
un paso temporal dado. Se desconoce a priori que con guracon (de un cierto paso
temporal) de cwal simulacon (o simulaciones) de entrenamiento es la nmas indicada
para etiquetar y entrenar al algoritmo, tal que este realice la clasi cacon de otras

con guraciones fsicas nuevas (otras simulaciones de distintos paametros generales).
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El criterio para elegir tal con guracon puede adquirirse teniendo presente el obje-
tivo de mejorar el tiempo real de simulacon. En las siguientes secciones se exploraa

mas a fondo la construccon del conjunto de entrenamient®.

3.3.1 La distribucon D

Tal como se mencioro en la teora, normalmente se desconoce la funcon de distri-
bucon D, generadora de los elementos del dominio. En el caso de una simulacon, se
supone en principio que todas las con guraciones especi cadas en cada paso temporal
por un archivo de salida poseen sus propias distribuciones generadoras. As, si se tiene
una simulacon con 1000 archivos de salida, se tendran en principiD 1; D; :::; D10000
distribuciones generadoras, una por cada tiempo. Sin embargo, puede suceder que
exista alguna distribucon Dy dentro de este conjunto que sea conun a varias otras, 0
gue pueda dar cuenta con bastante exactitud de las con guraciones de partculas en
otros tiempos. Y no solamente esto, tamben se podra especular sobre otras simula-
ciones: >Existe algun®, que genere la con guracon nal de otras simulaciones con
distintos palametros al de la suya propia?

Para veri car la existencia de talDy, se supone que existe una simulacon de en-
trenamiento W en la cual se encuentra una con guracon de elementos de dominio
generada por tal distribucon en un paso temporat; dado. Se toma tal archivo de
salida, se etiquetan las partculas medianté a n de obtener el conjunto de entre-
namiento S y se entrena al algoritmo de aprendizaje supervisado conel. Luego, se
evalia la prediccon de la funcon h resultante del algoritmo en con guraciones de
diferentes pasos temporales de otras simulaciones distintas\e

De existir tal conjunto de dominio, capaz de clasi car correctamente partculas
de otras simulaciones en distintos tiempos de la colisbn segin pertenencia a cual
fragmento luego del impacto, entonces esta sera una forma de reduccon temporal
de simulacon efectiva: solo se necesita simul&/ hasta el paso temporat;, tomar

esta con guracbn como base para el conjunto de entrenamiento y obtener mediante
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el predictor h del algoritmo la clasi cacon de otras simulaciones segun sus partculas
pertenezcan a algin fragmento luego de la colison, sin necesidad de ejecutarlas todas

hasta que el sistema ese efectivamente dividido en fragmentos.

3.3.2 El conjunto de dominio X

En vista de hallar la simulacon W descrita en la seccon anterior entre alguna de
las 15 propuestas de entrenamiento, se debe elegir mediante algun criterio la con -
guracon de un paso temporal para ser etiquetado medianfe de forma efectiva. El
candidato mas seguro es elultimo archivo de salida que devuelvan las simulaciones
de entrenamiento, en el cual se tienen a las partculas bien diferenciadas en dos frag-
mentos estables. Los elementos del conjunto de domin{ocorresponden entonces a
las N partculas constituyentes del proyectil y del blanco de las simulaciones de en-
trenamiento para elultimo paso temporal, y pueden representarse conhb vectores
%y de caractersticas (identidad, posiciones, velocidades, etc.)

No todas las caractersticas de los elementos in uyen en la clasi cacon. Teniendo
presente que simulaciones como las trabajadas poseen la cualidad de que las partculas
pertenecientes al blanco, no arrastradas por el proyectil, permanecen cuasi-innoviles
durante todo el proceso, mientras que el proyectil y las partculas arrastradas porel
adquieren una velocidad relativamente mayor, se concluye que la velocidad en z de
las partculas es un fuerte candidato a ser la variable predictora del algoritmo (Secc.
2.3.2).

Como puede observarse de la Fig.3.7, la variable de velocidad en el eje z es bastante
exacta como predictora cuando se la compara con los datos clasi cados por pertenen-
cia al cluster en el paso nal. Adenmas se destaca nuevamente que la velocidad en z es

casi uniforme en todas las partculas arrastradas por el proyectil.
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Figura 3.7.: Comparacbn entre las partculas coloreadas por velocidad A1 y B1) segin

la escala especi cada en el margen izquierdo, y por pertenencia a cluster en el paso nal
(A2 y B2), en dos pasos temporales distintos de la misma simulacon. Las guras del paso
4:5e6 muestran una rodaja del sistema de 1e05m de espesor paralela al eje z, para mostrar
de forma clara el interior de la colison.

En concluson, los elementos del conjunto de dominio a etiquetar selan los de la
con guracon del paso nal de la simulacon de entrenamiento escogida. La unica
caracterstica que poseen las partculas deX y por medio de la cual el algoritmo
clasi ca segun pertenencia a cluster es la velocidad en z. En Afendice C se

desarrolla en detalle la eleccon de la velocidad en z como la variable predictora.

3.3.3 Lafuncon f de etiquetado: necesidad de algoritmos no supervisados

Para tener el conjunto de entrenamiento completo y \ensenar" a los algoritmos
supervisados, es necesario etiquetar a las partculas Heelegidas segun el fragmento
al que pertenezcan luego de la colison. El conjunto de etiquetas asignado por una
funcon f esY = f1;2g, siendo 1 o 2 el cluster al cual pertenezca la partcula en
el paso nal de la colison. Como se mencioro en secciones anteriores, el software de
MD tamben identi ca con 1y 2 las partculas que pertenecen al proyectil y al blanco
respectivamente (Fig. 3.4), dichos valores no tienen relacon con el etiquetado de las
partculas segun pertenencia a cluster.

Hasta ahora, el ermino \paso nal de la simulacon" se utiliz de manera ambigua.

>Cual es el criterio para elegir este paso? Generalmente el analista debe especi car a
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priori el paso en el cual la simulacon debe terminar, y se asigna un valor de forma
estimativa. Usualmente se elige una cantidad de pasos en los cuales se sabe que el sis-
tema no cambia@a mas su con guracon de manera que aporte informacon adicional.

En el tipo de simulaciones con las cuales se trabajaron, se sabe (por experiencia o por
induccon) que en un cierto paso el sistema estama muy probablemente fragmentado
en dos partes estables, y por si acaso, a veces se programa la simulacon para ejecutar
un valor mayor a este [25]. Para explorar el alcance de las hiptesis planteadas en
el presente trabajo, se necesita uniformizar este tiempo de simulacon mediante un
criterio de nalizacon para todas las simulaciones, tanto las de entrenamiento como
las que servian de evaluacon, para que el ahorro temporal sea comparable. Esta
seccon lo se enfocar en el corte de las simulaciones de entrenamiento.

Se puede realizar el corte de nalizacon de una simulacon de forma manual,
por ejemplo utilizando herramientas de visualizacbn como OVIT®[43]. El analista
determina el momento de corte cuando juzgue visualmente que la separacon de los
clusters es su ciente como para distinguir los fragmentos. Adenas de subjetiva, esta
€S una manera poco p@actica. Se busca un criterio de corte que sea autornmatico y
universal (particularmente importante cuando se trabajan con varias simulaciones).

Una vez que se posea el paso de nalizacon de simulacon, se necesita etiquetar
mediante la funcon de etiquetado correctd a las partculas de este paso. Esto tam-
ben puede hacerse de forma manual (hnuevamente contraproducente), pero se busca
automatizar tamben el etiquetado de las partculas. La forma mas pactica de hacerlo
es utilizando un algoritmo de agrupacon, como por ejemplk-means clusteringcomo
funcon de etiquetado verdaderaf .

Para ejecutark-means clusteringse necesita tamben especi car las variables pre-
dictoras que mejor separen a las partculas en los grupos que se desean. De la Fig.
3.7, se observa que la velocidad en z es nuevamente una buena eleccon, pues determi-
na dos fragmentos bien diferenciados en el paso nal de la simulacon. Para reforzar

el etiquetado y generalizarlo aun mas, tamben se utilio la posicon en z del paso

2http://www.ovito.org/
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nal como variable predictora, pues las partculas pertenecientes a clusters distintos
guedan bien separadas en el espacio.

Utilizando el lenguaje de programacon R, se desarrolb un programa para unifor-
mizar el paso de nalizacon de simulacon de las 15 simulaciones de entrenamiento,
el cual a su vez tamben etiqueta los datos de este paso en forma automatica. De
hecho, el etiqguetado es quien determina el tiempo de nalizacon, como se detalla a
continuacon.

Teniendo en cuenta que se poseen 15 simulaciones corridas una cantidad subjetiva
de pasos, el programa funciona de la siguiente manera: primero, toma elultimo archivo
de salida (el que corresponde alultimo paso temporal) de cada simulacon y utiliza
k-means clusteringpara clasi car la pertenencia de cada partcula al cluster 1 o 2
segin su posicon y velocidad erez. Sead la distancia vertical entre las partculas del
cluster 1 y cluster 2 mas cercanas entre s. Si la distancid resulta mayor que una
distancia de separaconR, previamente escogida de manera heurstica (en este caso
seeligpR, =6 0:76 m , 6 veces el radio de una partcula), entonces se toma el paso
temporal inmediato anterior y se repite el procedimiento. Si, en cambio, se cumple
d R, entonces la husqueda se detiene en ese paso y el archivo de salida al cual

corresponde pasa a ser elultimo.

Figura 3.8.: Esquema de lectura del programa armado para clasi car las partculas. El
programa comienza a leer a partir delultimo paso simulado (notar que los fragmentos
eshn excesivamente separados en este paso) y mide la distancia entre ambos clusters. Va
descartando los pasos hasta que llega al criterid R, y toma este paso como el nuevey .






